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Maschinelles Lernen in 
der medizinischen Versorgung
von Kai Wehkamp 

Maschinelles Lernen ist ein Teilbereich künst-
licher Intelligenz und prägt mit einigen bahnbre-
chenden Innovationen die öffentliche Diskussion. 
Trotz einer Vielzahl an Projekten in Wissenschaft 
und Entwicklung gibt es in Deutschland bislang 
nur wenig erfolgreichen Transfer in die ange-
wandte Patientenversorgung. Hintergrund sind 
verschiedene Herausforderungen, unter anderem 
das Fehlen einer systematischen Verfügbarkeit 
homogener Daten und eines Nachweises des 
tatsächlichen Versorgungsnutzens. Trotzdem 
existieren bereits zugelassene Anwendungen, die 
verschiedene Aufgaben übernehmen können. Um 
das Potenzial des maschinellen Lernens in der 
angewandten Patientenversorgung künftig besser 
zu erschließen, sollten verschiedene Voraus-
setzungen im Bereich der Regulierung, der tech-
nischen Infrastruktur und der Integration in das 
Gesundheitssystem diskutiert werden.

Schlüsselwörter: maschinelles Lernen, 
Daten, Digitalisierung, Medizinprodukt 

Machine learning is a subdomain of artificial 
intelligence and is shaping the public debate 
with a number of disruptive innovations. 
However, despite a large number of projects in 
science and development, there has been little 
successful transfer to applied patient care in 
Germany so far. There are various challenges 
behind this, including the lack of systematic 
availability of homogeneous data and the lack 
of evidence-based proof of an actual benefit 
to care. Nevertheless, approved applications 
already exist and they can take on various 
tasks. In order to realize the potential of 
machine learning in applied patient care more 
effectively, various prerequisites in terms of 
regulation, technical infrastructure and inte-
gration into the healthcare system should be 
discussed.
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1 Herausforderungen

1.1 Definitionen
Künstliche Intelligenz (KI) bezeichnet digitale Anwen-
dungen, die Aufgaben ausführen, für die natürlicher-
weise menschliche Intelligenz nötig ist. Hierunter fal-
len die seit Jahrzehnten in Anwendung befindlichen 
Anwendungen der sogenannten symbolischen künst-
lichen Intelligenz. Diese basieren auf von Menschen 
vorgegebenen und einprogrammierten Regelwerken, 
mit denen aus den jeweiligen Eingaben logisch nach-
vollziehbare Ergebnisse abgeleitet werden. Im aktu-
ell gängigen Sprachgebrauch wird der Begriff KI häu-
fig unscharf mit dem des maschinellen Lernens (ML) 
gleichgesetzt. Es ist aber wichtig, zwischen ML und 
klassischen Formen von KI zu unterscheiden, da sich 
für ML-Anwendungen besondere Herausforderungen 
und Limitationen ergeben. Dieser Artikel bezieht sich 
primär auf ML. 

ML ist dadurch gekennzeichnet, dass digitale Com-
putersysteme (Maschinen) aus großen Datenmengen 
(big data) abstrakte Muster ableiten beziehungsweise 
erlernen. Im Gegensatz zur symbolischen KI lassen 
sich die auf ML beruhenden Regeln beziehungswei-
se Muster nicht eindeutig und transparent darstel-
len. Es gibt drei unterschiedliche grundsätzliche Me-
thoden des ML, die auch kombiniert werden können: 
Das unüberwachte Lernen (unsupervised learning), 
das bestärkende Lernen (reinforcement learning) und 
das überwachte Lernen (supervised learning). Auch 
wenn alle drei Lernformen für Wissenschaft und Ent-
wicklung relevant sind, finden sich unter den bereits 
als Medizinprodukt zugelassenen ML-Anwendungen 
bislang überwiegend Anwendungen, die auf über-
wachtem Lernen basieren. Sogenannte Large-Lan-
guage-Modelle (LLM) kombinieren die drei benann-
ten Formen des ML, um damit sprachbasiert Wissen 
zu verarbeiten.

1.2 Transfer in die Versorgung 
Die Anzahl wissenschaftlicher Publikationen im Be-
reich KI und ML in der Medizin ist in den vergangenen 
Jahren mit zuletzt mehr als 60.000 Publikationen pro 
Jahr stark angestiegen (Shi et al. 2023). Diese Entwick-
lung und die damit verbundene mediale Aufmerksam-
keit spiegeln sich bislang aber nicht in der medizini-

schen Praxis wider, das heißt, es gibt in Deutschland 
bislang nur wenige zugelassene ML-Anwendungen 
im Routineeinsatz. Die Tauglichkeit von ML-basier-
ten Anwendungen für die angewandte Versorgung im 
Gesundheitswesen definiert sich analog zu der von an-
deren medizinischen Verfahren. Essenziell ist ein evi-
denzbasierter Mehrwert für die Patientenversorgung 
im Vergleich zum bestehenden Standard. Dieser kann 
sich durch einen unmittelbaren medizinischen Nut-
zen oder durch eine Steigerung der Effizienz zeigen. 
Die Herausforderungen, um solche ML-Anwendun-
gen zu entwickeln, sind vielschichtig und nicht leicht 
zu lösen. Grundlage für die Entwicklung zuverlässiger 
ML-Anwendungen sind umfangreiche, konsistente 
digitale Daten, die die Realität möglichst verzerrungs-
frei abbilden. Dabei steigen die Herausforderungen 
mit der Komplexität der verarbeiteten Daten. Viele 
Medizinprodukte verarbeiten inzwischen erfolgreich 
monomodale, eher statische Daten. Die Verarbeitung 
multimodaler, unstrukturierter Echtzeit-Daten bewegt 
sich hingegen an der Grenze des aktuell Machbaren. 
Hinzu kommen weitere Herausforderungen wie Daten-
schutz, Performance der digitalen Infrastruktur oder 
Reproduzierbarkeit der Ergebnisse in verschiedenen 
Settings mit heterogenen Daten. Besondere Relevanz 
hat zudem die Einbindung neuer ML-Modelle in die 
bestehenden medizinischen Versorgungsprozesse: Da 
viele Anwendungen aktuell noch als Einzellösungen 
entwickelt werden, lassen sie sich oft noch nicht prak-
tikabel in die medizinische Routine integrieren (Cabit-
za et al. 2020; Wehkamp et al. 2023).

2 ML in der Versorgung
Es gibt Forschungs- und Entwicklungsansätze für KI 
beziehungsweise ML über die gesamte Bandbreite der 
Gesundheitsversorgung und der damit verbundenen 
Lebens-, Versorgungs- und Wirtschaftsbereiche. Viele 
Pressemeldungen zu medizinischen KI-Anwendun-
gen beziehen sich allerdings nur auf experimentelle 
Studien, deren weitere Entwicklung oft noch Jahre 
von einer möglichen Zulassung als Medizinprodukt 
entfernt ist. Entsprechend ist es wichtig, zwischen 
Wissenschaft, Entwicklung und tatsächlich für den 
Routineeinsatz zugelassenen Produkten zu unter-
scheiden. 

In den USA werden die von der Federal Drug Ad-
ministration (FDA) zugelassenen ML-basierten Anwen-
dungen regelmäßig in einem zentralen Verzeichnis 
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veröffentlicht, in dem sich bereits mehr als 880 zuge-
lassene Medizinprodukte finden (FDA 2024). Der Groß-
teil basiert auf der Verarbeitung von Bildern und ande-
ren monomodalen Daten. In Deutschland fehlt leider 
bislang eine entsprechende systematische Übersicht. 
Insgesamt ist hier von wenigen Dutzend zugelassenen 
Anwendungen auszugehen, von denen die meisten nur 
an ausgewählten Standorten in der tatsächlichen Ver-
sorgung eingesetzt werden. 

Die folgende, nicht abschließende Übersicht stellt 
verschiedene Kategorien von Aufgaben dar, für die es 
bereits zugelassene ML-basierte Anwendungen gibt 
oder für die diese bald erwartet werden (Abbildung 1). 

2.1 Bildanalyse
Die Analyse von Bilddaten zur Detektion auffälliger 
Strukturen ist das aktuell am weitesten verbreitete 
Anwendungsgebiet für ML. Üblicherweise basieren 
die Anwendungen auf überwachtem Lernen: In gro-
ßen Bilddatensätzen werden die zu identifizieren-
den Entitäten zunächst durch menschliche Experten 
markiert, um hiermit dann das jeweilige System zu 
trainieren. Auch in Deutschland gibt es bereits zu-
gelassene Anwendungen, die beispielsweise tumor-
verdächtige Strukturen in Lungen-CTs oder in Mam-
mographien, maligne Hautveränderungen oder ver-
dächtige Darmpolypen in der Koloskopie erkennen 
können. Die Leistung der ML-Systeme ist dabei der 
der menschlichen Experten ebenbürtig oder über-
steigt sie sogar (Chamberlin et al. 2021; Haenssle et al. 
2020; Repici et al. 2020; Romero-Martín et al. 2022). 
Auch in der Analyse histopathologischer Bilder wer-
den bald die ersten Zulassungen erwartet (Hartman 
2024). Die eigentlichen Herausforderungen liegen 
dabei oft nicht mehr in der Güte des jeweiligen ML-
Systems, sondern in der wertschaffenden Integration 
in die bestehenden medizinischen Prozesse und di-
gitalen Systeme. Ein gelungenes Beispiel hierfür ist 
die Erkennung auffälliger Darmpolypen: Die entspre-
chenden ML-Systeme werden direkt in den digitalen 
Bilddatenfluss der bereits vorhandenen Koloskopie-
Systeme integriert. Der Untersucher kann dadurch 
ohne zusätzlichen Aufwand das System zuschalten 
und sich Auffälligkeiten in Echtzeit markieren lassen. 
In der Radiologie oder Pathologie hingegen ist die In-
tegration schwierig, solange sich die neuen ML-Sys-
teme nicht in die bereits vorhandenen Befundungs-
systeme integrieren lassen. Wenn zu analysierende 

Bilder umständlich in ein separates System übertra-
gen werden müssen, in dem dann nur ausgewählte 
Entitäten erkannt werden, ergibt sich nur für sehr 
dezidierte Aufgaben ein Mehrwert.

2.2 Verarbeitung einfacher 
strukturierter Messwerte

In der Medizin gibt es verschiedene, relativ struktu-
rierte Messwerte, die als monomodale Daten (der Aus-
druck bezeichnet eine bestimmte Art von Daten) im 
zeitlichen Verlauf dargestellt und interpretiert wer-
den können. Beispiele hierfür sind die Ableitung von 
elektrischen Impulsen des Herzens (EKG), des Gehirns 
(EEG) oder der Verlauf des Glukosespiegels im Blut. 
Auch hier lassen sich ML-Systeme als überwachtes 
Lernen anhand von Datensätzen trainieren, in denen 
Experten zu erkennende Muster markiert haben (zum 
Beispiel Anzeichen eines Herzinfarktes oder einer Epi-
lepsie). Hierfür gibt es bereits zugelassene Anwendun-
gen und es sind weitere zu erwarten. Diese erkennen in 
der Regel aber nur ausgewählte Entitäten, für die das 
System trainiert wurde, sodass sie zur ergebnisoffenen 
Diagnostik noch nicht geeignet sind (Braun et al. 2020; 
Kamousi et al. 2021). Besonders breiten Einsatz könnte 
die ML-basierte EKG-Analyse erlangen: Die Identifi-
kation einer Vielzahl relevanter EKG-Konstellationen 
erfordert eine spezielle Expertise, die in der Breite der 
Versorgung nicht immer gegeben ist. Wenn EKG-Stan-
dardgeräte und gegebenenfalls auch für den Heimein-
satz bestimmte Geräte (zum Beispiel Smartwatches) 
diese Aufgabe künftig sicher übernehmen sollten, so 
könnte dies zu einer merklichen Verbesserung ent-
sprechender Diagnostik und zu darauf au�auenden 
präventiven Behandlungsmöglichkeiten führen.

Im Bereich der Verarbeitung bimodaler struktu-
rierter Daten werden die ersten auf ML basierenden 
Closed-Loop-Anwendungen erwartet. Besondere Be-
deutung könnte dabei die Steuerung der Insulinappli-
kation bei Diabetikern erlangen, für die der in Echtzeit 
gemessene Glukosespiegel im Verhältnis zur applizier-
ten Insulindosis durch verstärkendes Lernen auf das 
Einhalten eines Zielwertes individuell trainiert wird. 
Allerdings gibt es bereits zugelassene Medizinproduk-
te, die diese Aufgabe mit nicht auf ML beruhenden Al-
gorithmen gut steuern, sodass sich ein Mehrwert ML-
basierter Systeme erst zeigen muss (Blaha et al. 2016; 
Wang et al. 2023).
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2.3 Detektion und Prädiktion
auf Basis komplexer Daten 

Die angewandte Medizin basiert auf Untersuchun-
gen und Verlaufsbeobachtungen, aus denen sich ver-

schiedenste Befunde ergeben (zum Beispiel Anamne-
se, apparative Diagnostik, Laborparameter und viele 
mehr). Diese Informationen lassen sich als multimo-
dale, strukturierte (zum Beispiel Vitalparameter) und 
unstrukturierte Daten (zum Beispiel textbasierte Be-
funde) verstehen. Die übergreifende Nutzung dieser 

Abbildung 1 ML in der der deutschen Patientenversorgung im Überblick
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Daten zur ML-basierten Erkennung und Vorhersage 
klinischer Konstellationen gilt als große Hoffnung zur 
Verbesserung der medizinischen Versorgung. Das gilt 
sowohl in Bezug auf häufige Konstellationen wie die 
Prädiktion von Sepsis oder Sturzereignissen als auch für 
seltene oder leicht zu übersehende Erkrankungen. Die in 
Deutschland bislang vielfach uneinheitlich vorliegenden 
Daten erschweren aber die Etablierung entsprechender 
Systeme, da an einem Standort trainierte Systeme nicht 
unbedingt auch an einem anderen Standort funktionie-
ren. Trotzdem befinden sich die ersten Anwendungen 
für den Einsatz in der stationären Versorgung im Zerti-
fizierungsprozess oder wurden bereits zugelassen, wo-
bei unter anderem verteilte Lernkonzepte ( federated 
learning) dazu beitragen sollen, den Umfang der zugrun-
de liegenden Daten zu erhöhen und deren standortspe-
zifische Heterogenität auszugleichen (Meyer et al. 2018; 
Rieke et al. 2020; Sun et al. 2022; o. V. 2023). Die laufen-
den technischen Verbesserungen, einheitlichere Daten-
strukturen und breitere Datennutzungsmöglichkeiten, 
die zunehmend auch molekularbiologische Parameter 
(zum Beispiel DNA-Sequenzen) integrieren könnten, 
werden den Nutzen entsprechender Systeme künftig 
voraussichtlich noch weiter verbessern. 

Eine weitere Nutzung multimodaler Gesundheits-
daten soll für das kontinuierliche Monitoring des be-
völkerungsbezogenen Krankheitsgeschehens etabliert 
werden. Beispiele wären die (Früh-)Erkennung von 
Infektionsausbrüchen, aber auch Assoziationen und 
Häufungen nichtinfektiologischer bevölkerungsrele-
vanter Erkrankungen. Hierfür könnten umfangreiche 
Datenarten aus Gesundheit und Gesellschaft durch 
ML-Systeme analysiert werden, die beispielsweise mit 
unüberwachtem Lernen Auffälligkeiten erkennen oder 
verschiedene ML-Methoden kombinieren. Diese Ver-
fahren sind zwar noch nicht für den Routineeinsatz 
etabliert, aber sowohl in Deutschland als auch in ande-
ren Gesundheitssystemen laufen entsprechende For-
schungs- und Entwicklungsprogramme (Jia et al. 2023).

2.4 Wissens- und 
Expertensysteme 

Durch ständig neue Forschungsergebnisse ergibt sich 
eine immer weiter steigende Komplexität der Medi-
zin mit einer Fülle an diagnostischen und therapeu-
tischen Möglichkeiten. Für Ärzte wird es deswegen 
immer schwieriger, das für die optimale Patienten-

behandlung notwendige Wissen laufend auf dem ak-
tuellen Stand zu halten. In den vergangenen Jahren 
haben sich deswegen auf dem Markt verschiedene An-
bieter mit Wissenssystemen für evidenzbasierte me-
dizinische Entscheidungsunterstützung etabliert, die 
laufend die neuesten aktuellen Forschungsergebnisse 
bewerten und für verschiedene Erkrankungen darstel-
len. Bislang basieren diese auf aufwendigen Analysen 
durch medizinische Experten und auf Datenbanken, 
die mit klassischen Suchalgorithmen arbeiten. Künf-
tig könnten solche Systeme auf Basis von LLM eta-
bliert werden, entsprechende Forschungsprojekte lau-
fen. So ließen sich individuelle Symptome und andere 
diagnostische Ergebnisse durch diese neuen Systeme 
analysieren und mit dem Fundus der Wissenschaft 
abgleichen, um Vorschläge für die weiteren medizini-
schen Entscheidungen zu geben und auch seltene Kon-
stellationen besser einordnen zu können. Als bislang 
ungelöste Herausforderungen wird sich hierbei aber 
die Verlässlichkeit der letztlich stochastisch und nicht 
evidenzbasiert arbeitenden LLMs ergeben. Trotzdem 
ist das Potenzial für die Nutzung sowohl durch Exper-
ten als auch durch Laien enorm. Erste Systeme werden 
kurzfristig erwartet (Singhal et al. 2023).

2.5 Befund- und 
Berichterstellung

Ein erheblicher Anteil der Arbeitszeit medizinischer 
Berufe wird für die Erstellung von Befunden, Berichten 
und anderen Dokumentationen benötigt. Entsprechend 
groß ist die Hoffnung, dass diese Aufgaben künftig von 
LLMs übernommen werden können. Basierend auf den 
vollständigen strukturierten und unstrukturierten Be-
handlungsdaten könnten zum Beispiel Behandlungs-
briefe für den stationären Krankenhausaufenthalt oder 
auch laienverständliche Patientenbriefe automatisiert 
erstellt werden. Mehrere Unternehmen arbeiten aktu-
ell in Deutschland an entsprechenden Entwicklungen. 
Es ist davon auszugehen, dass diese Systeme (wie auch 
Menschen) Fehler begehen werden und Daten falsch 
interpretieren. Die Zulassung wird sich also nur auf die 
Unterstützung der Erstellung medizinischer Berichte 
beziehen, das heißt, die Verantwortung zur Kontrolle 
wird bei den Behandlern bleiben. Bis diese Systeme 
mit akzeptabler Zuverlässigkeit arbeiten, sollten ent-
sprechend Sicherungssysteme implementiert werden, 
zu denen auch die aufmerksame menschliche Kontrolle 
gehört (van Veen et al. 2024). 
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2.6 Bewegungssteuerung und 
Robotik 

Grundlegend für Robotik, digitale Prothetik und ande-
re Formen der Bewegungssteuerung ist die Interaktion 
zwischen Umwelt, Maschine und dem Menschen. Hier-
für müssen je nach Funktion unterschiedliche Signale 
erfasst und verarbeitet werden, zum Beispiel durch Ka-
meras, Drucksensoren oder bionisches Feedback. Die 
gängigen im Einsatz befindlichen Systeme wie OP-Robo-
ter oder digitale Prothesen verarbeiten die für die Haupt-
funktionen notwendigen Signale dabei primär nicht mit 
ML, sondern auf Basis regelbasierter Algorithmen. Ak-
tuelle wissenschaftliche Studien und Produktentwick-
lungen zeigen aber vielversprechende Ergebnisse für die 
künftige Unterstützung durch ML. Für Operationsrobo-
ter wird der Einsatz von ML beispielsweise für die Bild-
erkennung anatomischer Strukturen, simulierte Bild-
ergänzungen (augmented reality), die Erkennung von 
Instrumentenbewegungen und zur Qualitätsanalyse und 
Ausbildung erwartet. Außerdem zeigen sich experimen-
tell bereits Erfolge in der teilautonomen Durchführung 
umschriebener Arbeitsschritte (zum Beispiel Nähen) 
(Knudsen et al. 2024). Im Bereich Prothetik könnten ler-
nende Systeme die Verarbeitung des bionischen Feed-
backs und damit die myoelektrische Kontrolle verbes-
sern (Franzke et al. 2019; Williams et al. 2024).

Große Aufmerksamkeit liegt auch auf der Entwick-
lung von ML-basierten Pflegerobotern. ML würde hier 
vor allem Aufgaben im Bereich der Bilderkennung, der 
sprachlichen Interaktion und gegebenenfalls der moto-
rischen Feinsteuerung übernehmen, wohingegen viele 
der grundlegenden motorischen Funktionen (zum Bei-
spiel Navigation) bislang besser durch klassische Algo-
rithmen kontrolliert werden können. Leider gibt es vie-
le bislang ungelöste praktische Hürden (zum Beispiel 
in Bezug auf Hygiene oder motorische Interaktion), 
sodass die meisten Entwicklungen noch experimen-
tell sind. Noch ist unklar, ob und wann Pflegeroboter 
zu einer relevanten Entlastung pflegerischer Aufgaben 
beitragen können (Ohneberg et al. 2023).

2.7 Behandlungsmanagement
Optimalerweise greifen künftig verschiedene auf KI 
beziehungsweise ML beruhende Lösungen immer stär-
ker ineinander. So könnten auf multimodalen Patien-
tendaten beruhende Diagnostiksysteme auf Basis von 

LLMs mit Wissensdatenbanken oder evidenzbasierten 
Leitlinien zusammengebracht werden. Auch könnte 
solch ein transversales System relativ niedrigschwel-
lig für die automatisierte Qualitätssicherung der me-
dizinischen Behandlung genutzt werden. Ein anderes 
Beispiel mit deutlich anspruchsvolleren Herausforde-
rungen in Bezug auf Risiken und Sicherheit wäre eine 
dynamische, evidenzbasierte Unterstützung der me-
dizinischen Behandlungsführung, die die patienten-
seitig erhobenen Daten und das aktuelle medizinische 
Wissen vollumfänglich zusammenbringt. Diese hat 
das Potenzial, die Gesundheitsversorgung in Bezug 
auf medizinische Qualität und Wirtschaftlichkeit er-
heblich zu verbessern. Bis dieses Ziel erreicht ist, sind 
allerdings noch eine ganze Reihe an Problemen zu lö-
sen, sodass entsprechende Anwendungen in der prak-
tischen Routineversorgung nicht innerhalb der nächs-
ten Jahre erwartet werden.

3 Ausblick
Zusammenfassend lässt sich festhalten, dass ML in 
einigen ausgewählten Bereichen bereits in der Versor-
gung angekommen ist und dort punktuell die medizi-
nische Qualität verbessert. Insgesamt gibt es aber noch 
eine erhebliche Diskrepanz zwischen den in wissen-
schaftlichen Studiensettings gezeigten Möglichkeiten 
und der Umsetzung in der Breite der angewandten Ge-
sundheitsversorgung. Um die weitere Entwicklung in 
Deutschland zu unterstützen, könnten verschiedene 
Maßnahmen förderlich sein, die teilweise auf aktuellen 
Gesetzesinitiativen au�auen.

3.1 Daten-Infrastruktur 
Ein Großteil der oft mit erheblichen Fördermitteln 
unterstützten Forschungsprojekte beschränken sich 
auf einen prinzipiellen Machbarkeitsnachweis. Der 
Transfer in die Routineversorgung misslingt unter an-
derem, weil die jeweiligen Systeme nur in einem um-
schriebenen Trainingssetting und für ausgewählte Fra-
gestellungen funktionieren. Um hier voranzukommen, 
ist die Einführung eines interoperablen einheitlichen 
Datenstandards essenziell. In diesem wird optimaler-
weise die gesamte Gesundheits- und Krankheitsge-
schichte abgebildet, verbunden mit entsprechenden 
Datennutzungsmöglichkeiten für Versorgung, For-
schung und Entwicklung. Auch wenn die Daten weiter-
hin primär bei den ambulanten und stationären Ver-



20 GGW 2024 · Wehkamp: Maschinelles Lernen in der medizinischen Versorgung · Jg. 24, Heft 3, 14–21

sorgern liegen, können diese über federated learning
für das Training deutlich leistungsfähigerer Systeme 
genutzt werden, die dann – aufgrund der einheitlichen 
Daten – auch in verschiedenen Settings zur Anwen-
dung kommen können. Als Rückgrat einer zukunfts-
fähigen Dateninfrastruktur bieten sich bedarfsgerecht 
skalierbare Cloud-Systeme an (sogenannte hyperscaler), 
für die sowohl die technischen als auch regulatorischen 
Voraussetzungen geschaffen werden sollten. 

3.2 Limitationen und Zulassung
Die Regulierung der Zulassungsvoraussetzungen für 
ML-basierte (Medizin-)Produkte stellt eine Herausfor-
derung dar, da die in ML-Systemen ablaufenden Me-
chanismen – ähnlich wie die von Medikamenten – nicht 
vollständig transparent gemacht werden können. Um 
so wichtiger sind die Limitationen und der Nutzen von 
ML-Anwendungen: Nutzen, Bias, Anwendungsrisiken 
und Datengrundlage sollten auf Basis des realistischen 
Einsatzsettings studienbasiert beurteilt werden. Hier-
zu gehört auch die Abwägung, ob einem ML-System ge-
wisse Fehlerquoten zugestanden werden, wenn die Er-
gebnisse trotzdem (mindestens) gleichwertig mit denen 
menschlicher Behandler sind. Weitere in diesem Zu-
sammenhang kritisch zu diskutierende Zulassungsbe-
dingungen betreffen Forderungen nach der Erklärbar-
keit von ML-basierten Entscheidungen (explainabili-
ty) und nach statischen, nach Zulassung nicht weiter 
mitlernenden ML-Anwendungen. Beide Bedingungen 
können die Leistungsfähigkeit und somit den Nutzen 
für die Patientenversorgung erheblich einschränken. 
Gerade für die aktuelle Phase der Transformation, in der 
neue ML-basierte Systeme zwar schon gut, aber noch 
nicht kontinuierlich zuverlässig agieren, müssen auch 
Sicherungssysteme diskutiert werden, die – analog zu 
den bislang im Straßenverkehr zugelassenen Autopilo-
ten – die laufende Aufmerksamkeit der verantwortlichen 
ärztlichen Behandler sicherstellen. Um diesen verschie-
denen Aspekten von ML-Anwendungen zielführend ge-
recht zu werden, ist eine ML-spezifische systematische 
Evaluation in Förder- und Zulassungsprozessen wichtig. 
Zudem würde die Innovationsgeschwindigkeit auch von 
einer effizienteren Gestaltung des Medizinprodukte-Zu-
lassungsprozesses profitieren. Um für Wissenschaft und 
Öffentlichkeit Transparenz und Vertrauen in Bezug auf 
den Nutzen und die Limitationen herzustellen, wäre ein 
zentrales Register der in Deutschland beziehungsweise 
in der EU zugelassenen ML-basierten Anwendungen 
nach dem Vorbild der FDA hilfreich.

3.3 ML in der Routineversorgung
Wie weitreichend und wann sich ML-Anwendungen 
künftig in der Breite der angewandten Gesundheitsver-
sorgung durchsetzen werden, ist noch unklar. Bislang 
besteht der Systemanreiz für die in der Regel sehr auf-
wendigen Entwicklungen und Zulassungsprozesse vor 
allem in dem Potenzial möglicher Effizienzsteigerun-
gen. Wichtig wird künftig zusätzlich die Frage werden, 
ob durch entsprechende Vergütungszuschläge auch 
ein primär medizinischer Zusatznutzen von ML-An-
wendungen wirtschaftlich incentiviert wird. Die Basis 
für solche gesellschaftliche Entscheidungen für oder 
gegen den Einsatz medizinischer ML-Systeme samt da-
für notwendiger Nutzung von Gesundheitsdaten sollte 
eine aufgeklärte und differenzierte Allgemeinbildung 
über die technischen Grundlagen, über die Möglich-
keiten, aber auch über die Limitationen von KI sein. 
Sollte es gelingen, das Potenzial von ML in die Breite 
der Gesundheitsversorgung zu integrieren, so könnte 
dies die Medizin besser und – durch Entlastung der 
personellen Ressourcen – auch menschlicher machen.
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